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摘 要： 鲁棒主成分分析（ＲＰＣＡ）是恢复低秩与稀疏成分的一种非常有效的方法．本文将 ＲＰＣＡ推广到张量情
形，提出了多线性鲁棒主成分分析（ＭＲＰＣＡ）框架．首先建立了 ＭＲＰＣＡ模型，即最小化张量核范数与 ｌ１范数的加权组
合．然后使用增广拉格朗日乘子法求解上述张量核范数优化问题．实验结果证实：对于具有多线性结构的数据，ＭＲＰＣＡ
比ＲＰＣＡ更加鲁棒．
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１ 引言

主成分分析（ＰＣＡ，ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ）是分
析与处理高维数据的一种最常用的统计工具，它广泛地

应用在信号与图像处理、模式识别、计算机视觉和数据

挖掘等科学与工程领域中．待研究的数据样例通常用向
量来表示，样例集合则表示成矩阵形式．在 ＰＣＡ中，假
设所给定的高维数据嵌在某个低维线性子空间中，即数

据矩阵是低秩的．ＰＣＡ也可以解释为将给定的样例集合
分解为一个低秩矩阵与一个高斯噪声矩阵之和．

为了增强ＰＣＡ对稀疏噪声的鲁棒性，Ｗｒｉｇｈｔ等学者
提出了鲁棒主成分分析（ＲＰＣＡ，ＲｏｂｕｓｔＰＣＡ）［１］，即先将
数据矩阵表示为低秩矩阵与稀疏矩阵之和，再通过求解

核范数优化问题来恢复低秩结构与稀疏成分．Ｃａｎｄèｓ等
学者从理论上证明了在某些条件下可以通过求解上述

凸优化问题来精确地恢复低秩成分和稀疏噪声［２］．求解
核范数优化问题的方法主要包括半定规划法［３］、迭代阈

值法［４］、加速近端梯度法［５］、增广拉格朗日乘子法［６］和

交替方向法［７］等．文献［８，９］从理论上分析了 ＲＰＣＡ的
鲁棒性和稳定性，文献［１０］将 ＲＰＣＡ的思想应用到子空
间聚类上，提出了低秩表示模型，文献［１１］将 ＲＰＣＡ与
稀疏表示分类方法结合，并将其应用到人脸识别．

在实际应用中，图像和视频等数据具有多线性结

构．对于这类数据，传统的处理方法是将每个数据样例
表示成向量形式，但这种向量化破坏了原始样例的空时

结构，还可能导致小样本问题和维数灾难问题的产

生［１２，１３］．近年来，低秩张量分解已成为处理这类多线性
数据的新兴方法［１４］，同时也涌现出多线性判别分析［１２］、

多线性主成分分析［１５］和增量张量子空间［１６］等诸多多线

性子空间方法．此外，一些学者根据张量的低秩结构来
求解张量补全问题（ＴＣ，ＴｅｎｓｏｒＣｏｍｐｌｅｔｉｏｎ）［１７，１８］．本文将
鲁棒主成分分析推广到张量情形，提出了多线性鲁棒主

成分分析（ＭＲＰＣＡ，ＭｕｌｔｉｌｉｎｅａｒＲＰＣＡ）模型，并设计具有
可扩展性的算法．
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２ 预备知识

本节简要介绍矩阵与张量代数的基本知识．先引
入矩阵的一种非常重要的分解模式，即奇异值分解

（ＳＶＤ，ＳｉｎｇｕｌａｒＶａｌｕｅＤｅｃｏｍｐｏｓｉｔｉｏｎ）．
定理１ 矩阵 Ａ∈ＲＲｍ×ｎ，它的奇异值分解为 Ａ＝

ＵＳＶＴ，其中 Ｕ＝（ｕ１，ｕ２，…，ｕｍ）和 Ｖ＝（ｖ１，ｖ２，…，ｖｎ）
分别为 ｍ阶、ｎ阶正交矩阵，Ｓ为ｍ×ｎ维对角矩阵且
对角线元素σｉ满足σ１≥σ２≥…≥σｒ＞σｒ＋１＝… ＝
σｍｉｎ（ｍ，ｎ）＝０．

称σｉ为矩阵Ａ的奇异值，ｕｉ和ｖｉ分别为σｉ的左、
右奇异向量．易知 Ａ的秩 ｒａｎｋ（Ａ）＝ｒ，它的 ＳＶＤ可重

新表示为 Ａ＝∑
ｒ

ｉ＝１σｉｕｉｖ
Ｔ
ｉ．若 Ａ的列向量经过中心

化，则ＳＶＤ就是ＰＣＡ．用‖Ａ‖＝σ１表示 Ａ的算子范数
（谱范数）．根据 ＳＶＤ，还可定义矩阵核范数［３］．

定义１ （矩阵核范数）矩阵 Ａ的非零奇异值为σ１，

σ２，…，σｒ，则它的核范数为‖Ａ‖＝∑
ｒ

ｉ＝１σｉ．

定义２ （矩阵伸缩算子）［２，４］对于任意ε＞０，矩阵
Ａ的伸缩绝对值算子为Ｓε（Ａ）＝ｍａｘ（Ａ－εＥ，０）＋ｍｉｎ

（Ａ＋εＥ，０），伸缩奇异值算子为 Ｄε（Ａ）＝∑
ｒ

ｉ＝１
ｍａｘ（σｉ

－ε，０）ｕｉｖＴｉ，其中 ｍ×ｎ维矩阵Ｅ的所有元素均为１．
作为向量和矩阵的高阶推广，张量通过多个指标

来表示数据，也称为多阶阵列．本文遵循文献［１４］的符
号描述，并且仅考虑实张量．在以下定义中，规定张量
Ａ＝（ａｉ１ｉ２…ｉＮ）Ｉ１×Ｉ２×…×ＩＮ，Ｂ＝（ｂｉ１ｉ２…ｉＮ）Ｉ１×Ｉ２×…×ＩＮ．

定义３ （张量内积）Ａ与Ｂ的内积为

［Ａ，Ｂ］＝∑
Ｉ１
ｉ１＝１∑

Ｉ２
ｉ２＝１
…∑

ＩＮ
ｉＮ＝１
ａｉ１ｉ２…ｉＮｂｉ１ｉ２…ｉＮ．

定义 ４ （张量范数）Ａ 的 Ｆｒｏｂｅｎｉｏｕｓ范数为‖Ａ

‖Ｆ＝ ［Ａ，Ａ槡 ］，ｌ０范数‖Ａ‖０为它的非零元素数目，

ｌ１范数为‖Ａ‖１＝∑
Ｉ１
ｉ１＝１∑

Ｉ２
ｉ２＝１
…∑

ＩＮ
ｉＮ＝１
｜ａｉ１ｉ２…ｉＮ｜．

定义５ （张量 ｎ模式矩阵化）Ａ的ｎ模式矩阵化

是将它的元素重新排列成Ｉｎ×∏ｊ≠ｎ
Ｉｊ维矩阵Ａ（ｎ），其

第 （ｉｎ，ｋ）元 素 为 ａｉ１ｉ２…ｉＮ，ｋ ＝ １＋∑ｍ≠ｎ
（ｉｍ －

１）∏ｍ′≠ｍ
Ｉｍ′．

定义６ （张量核范数）［１８］Ａ的核范数为‖Ａ‖
＝∑

Ｎ

ｎ＝１αｎ‖Ａ（ｎ）‖，其中权重系数αｎ非负且满足

∑
Ｎ

ｎ＝１αｎ＝１．

定义７ （张量 ｎ模式积）Ａ与矩阵 Ｕ＝（ｕｊｉ）Ｊｎ×Ｉｎ的

ｎ模式积为Ａ×ｎＵ＝（∑
Ｉｎ
ｉｎ＝１
ａｉ１…ｉｎ…ｉＮｕｊｉｎ）Ｉ１×…×Ｊｎ×…×ＩＮ．

定义８ （张量的秩）Ａ的ｎ模式秩为 ｒａｎｋ（Ａ（ｎ）），

多线性秩为 Ｎ维向量 ｒａｎｋ（Ａ）＝（ｒａｎｋ（Ａ（１）），…，ｒａｎｋ
（Ａ（Ｎ）））．

３ 多线性鲁棒主成分分析

３１ 鲁棒主成分分析

在实际应用中，所给定的数据集合可按列排列成

一个大的矩阵 Ｄ∈ＲＲｍ×ｎ，并假设它们近似存在于一个
低维线性子空间中．基于上述假设，可将矩阵 Ｄ分解为
低秩矩阵Ａ与噪声矩阵Ｅ之和．经典的 ＰＣＡ对小的稠
密高斯噪声非常有效，但对大的稀疏噪声或野点却非

常敏感．而鲁棒主成分分析（ＲＰＣＡ）能够有效地恢复矩
阵 Ｄ的低秩结构Ａ和稀疏噪声Ｅ，其求解模型如下：

ｍｉｎ
Ａ，Ｅ

 

Ａ ＋λ‖Ｅ‖１，ｓ．ｔ．Ａ＋Ｅ＝Ｄ （１）

其中λ＞０为矩阵低秩与稀疏的折中因子，文献［２］建

议按如下方式选取λ：λ＝１／ ｍａｘ（ｍ，ｎ槡 ）．
求解最优化问题（１）的各种优化算法可参见文献

［６］和［１９］．下面给出求解此优化问题的较为有效的算
法：增广拉格朗日乘子法．先构造增广拉格朗日函数
Ｌ（Ａ，Ｅ，Ｙ，μ）＝

 

Ａ ＋λ

 

Ｅ １

＋［Ｙ，Ｄ－Ａ－Ｅ］＋μ‖Ｄ－Ａ－Ｅ‖
２
Ｆ／２
（２）

当 Ｅ＝Ｅｋ，Ｙ＝Ｙｋ，μ＝μｋ时，矩阵 Ａ的更新公式为
Ａｋ＋１＝ａｒｇｍｉｎ

Ａ
Ｌ（Ａ，Ｅｋ，Ｙｋ，μｋ）

＝ａｒｇｍｉｎ
Ａ

 

Ａ ＋μｋ‖Ａ－（Ｄ－Ｅｋ＋Ｙｋ／μｋ）‖
２
Ｆ／２

＝Ｄ１／μｋ（Ｄ－Ｅｋ＋Ｙｋ／μｋ） （３）
当 Ａ＝Ａｋ＋１，Ｙ＝Ｙｋ，μ＝μｋ时，矩阵 Ｅ的更新公式为
Ｅｋ＋１＝ａｒｇｍｉｎ

Ｅ
Ｌ（Ａｋ＋１，Ｅ，Ｙｋ，μｋ）

＝ａｒｇｍｉｎ
Ｅ
λ

 

Ｅ １＋μｋ‖Ｅ－（Ｄ－Ａｋ＋１＋Ｙｋ／μｋ）‖
２
Ｆ／２

＝Ｓλ／μｋ（Ｄ－Ａｋ＋１＋Ｙｋ／μｋ） （４）
当 Ａ＝Ａｋ＋１，Ｅ＝Ｅｋ＋１，μ＝μｋ时，矩阵 Ｙ的更新公式为

Ｙｋ＋１＝Ｙｋ＋μｋ（Ｄ－Ａｋ＋１－Ｅｋ＋１） （５）
最后更新参数μ，

μｋ＋１＝
ρμｋ，若μｋ Ｅｋ＋１－Ｅ

 

ｋ Ｆ／

 

Ｄ Ｆ＜ε

μｋ
{ ，否则

（６）

其中ρ＞１为常数，ε＞０为比较小的正数．
３２ 多线性鲁棒主成分分析模型

考虑具有 Ｎ阶多线性结构的数据样例集合 Ｘ＝
｛Ｘ１，Ｘ２，…，Ｘｍ｝，其中 Ｘｉ∈ＲＲＩ１×Ｉ２×…×ＩＮ，ｉ＝１，２，…，ｍ．
记 ＩＮ＋１＝ｍ，则集合Χ可用一个Ｉ１×Ｉ２×…×ＩＮ＋１维的
Ｎ＋１阶张量 Ｄ来表示．通常假设 Ｄ在各个模式上是
低秩的．当 Ｄ受噪声腐蚀时，可将它分解为低秩张量
Ａ与噪声张量Ｅ之和，即 Ｄ＝Ａ＋Ｅ．

当 Ｅ为小的稠密高斯噪声张量时，可通过求解下
列优化问题来恢复低秩张量Ａ：
ｍｉｎ
Ａ
（ｒａｎｋ（Ａ（１）），…，ｒａｎｋ（Ａ（Ｎ＋１））），ｓ．ｔ．‖Ｄ－Ａ‖Ｆ≤ε （７）
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上述多目标优化问题也可转化为如下单目标优化问题

ｍｉｎ
Ａ
Ｄ－

 

Ａ Ｆ，ｓ．ｔ．ｒａｎｋ（Ａ（ｎ））≤ｒｎ，ｎ＝１，２，…，Ｎ＋１ （８）

这就是多线性主成分分析（ＭＰＣＡ）．通过不同模式的协
方差矩阵的特征分解，可得到相应的特征空间．

当 Ｅ为大的稀疏噪声张量时，可通过求解如下优
化模型来恢复低秩张量Ａ和稀疏张量Ｅ：

ｍｉｎ
Ａ，Ｅ
（ｒａｎｋ（Ａ（１）），…，ｒａｎｋ（Ａ（Ｎ＋１）），

 

Ｅ０），

ｓ．ｔ．Ｄ＝Ａ＋Ｅ （９）
将上述多目标优化问题转化为单目标优化问题

ｍｉｎ
Ａ，Ｅ∑

Ｎ＋１
ｎ＝１αｎｒａｎｋ（Ａ（ｎ））＋λ

 

Ｅ ０，ｓ．ｔ．Ｄ ＝Ａ ＋Ｅ （１０）

其中αｎ≥０为 ｒａｎｋ（Ａ（ｎ））的权重且满足∑
Ｎ＋１

ｎ＝１αｎ＝１．
将最优化问题（１０）凸松弛到如下形式

ｍｉｎ
Ａ，Ｅ

 

Ａ ＋λ

 

Ｅ１，ｓ．ｔ．Ｄ＝Ａ＋Ｅ （１１）

其中

 

Ａ ＝∑
Ｎ＋１

ｎ＝１αｎ
Ａ（ｎ

 

） ．称最优化问题式（１１）
为多线性鲁棒主成分分析（ＭＲＰＣＡ）模型．
３３ 多线性鲁棒主成分分析算法

为求解最优化模型（１１），引入 Ｎ＋１个 Ｉ１×Ｉ２×…
×ＩＮ＋１维张量Ｍ１，Ｍ２，…，ＭＮ＋１．令 Ｍｎ（ｎ）＝Ａ（ｎ），其中
Ｍｎ（ｎ）、Ａ（ｎ）分别表示张量Ｍｎ和Ａ按ｎ模式的矩阵化，
ｎ＝１，２，…，Ｎ＋１．于是最优化问题式（１１）等价于

ｍｉｎ
Ａ，Ｅ，Ｍ１，…，ＭＮ＋１

∑
Ｎ＋１

ｎ＝１αｎ
Ｍｎ（ｎ

 
） ＋λ

 

Ｅ１，

ｓ．ｔ．Ａ＝∑
Ｎ＋１

ｎ＝１
Ｍｎ／（Ｎ＋１），

Ｄ＝Ｍｎ＋Ｅ，ｎ＝１，２，…，Ｎ＋１

（１２）

上述最优化模型也等价于

ｍｉｎ
Ｅ，Ｍ１，…，ＭＮ＋１

∑
Ｎ＋１

ｎ＝１αｎ‖Ｍｎ（ｎ）‖＋λ‖Ｅ‖１

ｓ．ｔ．Ｄ＝Ｍｎ＋Ｅ，ｎ＝１，２，…，Ｎ＋１
（１３）

构造最优化问题式（１３）的增广拉格朗日函数
Ｌ（Ｅ，Ｍ１，…，ＭＮ＋１，Ｙ１，…，ＹＮ＋１，μ）

＝∑
Ｎ＋１

ｎ＝１αｎ
Ｍｎ（ｎ

 

） ＋λ

 

Ｅ１

＋∑
Ｎ＋１

ｎ＝１
［Ｙｎ，Ｄ－Ｍｎ－Ｅ］／（Ｎ＋１）

＋μ∑
Ｎ＋１

ｎ＝１‖Ｄ－Ｍｎ－Ｅ‖
２
Ｆ／（２Ｎ＋２） （１４）

当Ｍ１，…，ＭＮ＋１，Ｙ１，…，ＹＮ＋１，μ给定时，张量 Ｅ的更
新公式为

Ｅ：＝ａｒｇｍｉｎ
Ｅ
Ｌ（Ｅ，Ｍ１，…，ＭＮ＋１，Ｙ１，…，ＹＮ＋１，μ）

＝ａｒｇｍｉｎ
Ｅ
λ‖Ｅ‖１＋μ‖ε－Ｔ‖

２
Ｆ／２＝Ｓλ／μ（Ｔ）

（１５）

其中，Ｔ＝Ｄ－∑
Ｎ＋１

ｎ＝１
（μＭｎ－Ｙｎ）／（Ｎμ＋μ），Ｓλ／μ（Ｔ）

为矩阵伸缩绝对值算子的高阶推广．
当Ｍ１，…，Ｍｎ－１，Ｍｎ＋１，…，ＭＮ＋１，Ｙ１，…，ＹＮ＋１，μ

给定时，矩阵 Ｍｎ（ｎ）的更新公式为

Ｍｎ（ｎ）：＝ａｒｇｍｉｎ
Ｍｎ
Ｌ（Ｅ，Ｍ１，…，ＭＮ＋１，Ｙ１，…，ＹＮ＋１，μ）

＝ａｒｇｍｉｎ
Ｍｎ（ｎ）
αｎ‖Ｍｎ（ｎ）‖＋μ‖Ｍｎ（ｎ）－Ｇｎ‖

２
Ｆ／（２Ｎ＋２）

＝Ｓ（Ｎ＋１）αｎ／μ（Ｇｎ）
（１６）

其中 Ｄ（ｎ）、Ｅ（ｎ）、Ｙｎ（ｎ）分别为 Ｄ、Ｅ、Ｙｎ的 ｎ模式矩阵
化，Ｇｎ＝Ｄ（ｎ）－Ｅ（ｎ）＋Ｙｎ（ｎ）／μ．将更新后的矩阵 Ｍｎ（ｎ）
张量化即得到Ｍｎ．

当Ｍ１，…，ＭＮ＋１，Ｙ１，…，Ｙｎ－１，Ｙｎ＋１，…，ＹＮ＋１，μ
给定时，根据Ｕｚａｗａ算法更新 Ｙｎ：

Ｙｎ：＝Ｙｎ＋μ（Ｄ－Ｍｎ－Ｅ） （１７）
参数μ的更新公式为：

μ：＝ｍｉｎ（ρμ，珔μ） （１８）
其中常量ρ＞１，珔μ为比较大的常数．

迭代公式（１５）～（１８）的终止条件可设置为‖Ｄ－
ＭＮ＋１－



ＥＦ／

 

Ｄ Ｆ＜ε，其中ε表示比较小的正数．变
量的初始化可按如下方式选取：Ｍ１＝…＝ＭＮ＋１＝Ｏ，Ｅ
＝Ｏ，Ｙ１＝…＝ＹＮ＋１＝（Ｎ＋１）Ｄ／‖Ｄ（Ｎ＋１）‖ｄ，μ＝１．２５
（Ｎ＋１）／‖Ｄ（Ｎ＋１）‖，其中 Ｏ表示Ｉ１×Ｉ２×… ×ＩＮ＋１同
维零 张 量，‖ Ｄ（Ｎ＋１）‖ｄ ＝ｍａｘ（Ｄ（Ｎ＋１

 

） ，‖ ｖｅｃ
（Ｄ（Ｎ＋１））‖∞／λ）表示 Ｄ（Ｎ＋１）的对偶范数，ｖｅｃ（·）为矩
阵向量化算子．
３４ 与鲁棒主成分分析的联系

对于多线性样例集合Χ，若使用ＲＰＣＡ，则需要将 Ｘｉ
向量化为 ｄｉ∈ＲＲＩ１Ｉ２…ＩＮ×１，再由 ｄｉ构造观测矩阵 Ｄ＝（ｄ１，
ｄ２，…，ｄｍ）．下面讨论ＲＰＣＡ与ＭＲＰＣＡ之间的联系．
在ＭＲＰＣＡ算法中，只有 Ｍｎ（ｎ＝１，…，Ｎ＋１）的迭

代公式与各模式的权重向量α＝（α１，α２，…，αＮ＋１）有
关．取α＝（０，０，…，１）．当 ｎ＝１，２，…，Ｎ时，Ｍｎ的迭代
公式为Ｍｎ：＝Ｄ－Ｅ＋Ｙｎ／μ；当 ｎ＝Ｎ＋１时，ＭＮ＋１（Ｎ＋１）
的迭代公式为 ＭＮ＋１（Ｎ＋１）：＝Ｓ（Ｎ＋１）／μ（ＧＮ＋１）．在 Ｙ１＝
…＝ＹＮ＋１条件下，等式Ｍ１＝…＝ＭＮ成立．如果参数μ
的取值比较大，则有 ＭＮ＋１（Ｎ＋１）≈ＧＮ＋１或ＭＮ＋１≈Ｄ－Ｅ
＋ＹＮ＋１／μ，于是有 Ｍ１＝… ＝ＭＮ≈ＭＮ＋１．反之，当 Ｍ１
＝…＝ＭＮ＝ＭＮ＋１时，显然有 Ｙ１＝… ＝ＹＮ＋１．因此，当
α１＝α２…＝αＮ＝０，αＮ＋１＝１时，ＭＲＰＣＡ算法近似等价于

ＲＰＣＡ算法．由上述分析可知，ＲＰＣＡ可以看作 ＭＲＰＣＡ
的特例．

４ 实验分析

在人工数据集和图像数据集上进行实验．先将给
定的数据集表示成高阶张量，再分别使用 ＲＰＣＡ和 ＭＲ
ＰＣＡ两种方法来恢复低秩与稀疏成分，最后对这两种方
法的实验结果进行对比分析．在实验中，参数选取如
下：ρ＝１．５，ε＝１０

－８，珔μ＝１０
７‖Ｄ（Ｎ＋１）‖．
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４１ 人工数据集

在本节实验中，按如下方式生成 Ｉ１×Ｉ２×…×ＩＮ＋１维
Ｎ＋１阶低秩张量：Ａ＝Ｃ×１Ｕ（１）×２Ｕ（２）…×Ｎ＋１Ｕ（Ｎ＋１），其
中Ｃ∈ＲＲＪ１×Ｊ２×…×ＪＮ＋１和 Ｕ（ｎ）∈ＲＲＩｎ×Ｊｎ的元素服从相互独立
的标准正态分布，Ｊｎ＜Ｉｎ，ｎ＝１，…，Ｎ＋１．由上述生成方式
可知ｒａｎｋ（Ａ）＝（Ｊ１，Ｊ２，…，ＪＮ＋１），对Ａ添加稀疏噪声Ｅ，
则得到含噪张量Ｄ＝Ａ＋Ｅ，其中Ｅ的非零元素服从区间
（－５００，５００）上的均匀分布且相互独立．

根据ＭＲＰＣＡ算法得到 Ｄ的低秩成分

)

Ａ和稀疏成

分

)

Ｅ．用‖Ｅ‖０／∏
Ｎ＋１

ｎ＝１
Ｉｎ表示噪声Ｅ的稀疏度，逆信噪

比‖Ｅ‖Ｆ／‖Ａ‖Ｆ表示噪声的大小，‖

)

Ａ －Ａ‖Ｆ／ 

Ａ Ｆ表示低秩逼近误差．将Ｄ按（Ｎ＋１）模式矩阵化
为 Ｄ（Ｎ＋１），根据ＲＰＣＡ算法得到它的低秩与稀疏成分，
类似定义逆信噪比和低秩逼近误差．当低秩逼近误差
小于１０－４时，称低秩张量或矩阵得到精确恢复．在 ＭＲ
ＰＣＡ中，取α＝（１，１，…，１）／（Ｎ＋１）．将张量 Ｄ随机生
成２０次，分别执行ＲＰＣＡ和ＭＲＰＣＡ，最终报告逆信噪比
和低秩逼近误差的平均值．

先考虑３阶张量情形，取（Ｉ１，Ｉ２，Ｉ３）＝（５０，５０，５０），

λ∈［０．００２，０．０８］．图１绘出了（Ｊ１，Ｊ２，Ｊ３）＝（３，３，３）、噪
声稀疏度为０．０５时不同λ取值下的低秩逼近误差，可
以看出：对于相同的λ，ＭＲＰＣＡ的逼近误差均优于 ＲＰ
ＣＡ；精确恢复时，ＲＰＣＡ的λ取值区间是 ＭＲＰＣＡ区间的
子集．对于０．０５、０．１、０．１５三种稀疏度和（３，３，３）、（５，５，
５）两组不同低秩取值，６组实验结果如表１所示．

在表１中，低秩逼近误差与最优的λ值相对应．在
６组实验中，对于比较大的逆信噪比，ＭＲＰＣＡ均精确地
恢复出了低秩成分，而 ＲＰＣＡ仅有 ２组精确恢复，且其
精确恢复时λ的取值区间均劣于 ＭＲＰＣＡ对应的区间．
这说明ＭＲＰＣＡ对λ的选取比 ＲＰＣＡ更加灵活稳定．此
外，随噪声稀疏度或秩增加，ＭＲＰＣＡ精确恢复时λ的取
值区间的长度变小，即大的噪声稀疏度和秩对精确恢

复产生不利影响．

表１ ＲＰＣＡ和ＭＲＰＣＡ在３阶张量上的实验结果

（Ｊ１，Ｊ２，Ｊ３） 噪声稀疏度 逆信噪比

ＲＰＣＡ ＭＲＰＣＡ

精确恢复时

λ取值区间
最优λ值

低秩逼

近误差

精确恢复时

λ取值区间
最优λ值

低秩逼

近误差

（３，３，３） ０．０５ １２．５３ ［０．０４６，０．０６８］ ０．０４８ ３．８１ｅ８ ［０．０２４，０．０８］ ０．０７２ １．３２ｅ８

（３，３，３） ０．１０ １７．６９ ０．０４６ １．５４ｅ３ ［０．０２８，０．０５６］ ０．０４２ ２．９６ｅ８

（３，３，３） ０．１５ ２２．１８ ０．０３８ ６．６６ｅ３ ［０．０２８，０．０４６］ ０．０４４ ３．９２ｅ８

（５，５，５） ０．０５ ５．６９ ［０．０４２，０．０５２］ ０．０５２ ３．７２ｅ８ ［０．０３２，０．０７６］ ０．０７２ ９．５９ｅ９

（５，５，５） ０．１０ ８．５５ ０．０４４ ３．８０ｅ３ ［０．０３，０．０５４］ ０．０５ １．９０ｅ８

（５，５，５） ０．１５ １０．４０ ０．０３６ １．７０ｅ２ ［０．０３，０．０４４］ ０．０３８ ３．３６ｅ８

再考虑 ４阶张量情形，取（Ｉ１，Ｉ２，Ｉ３，Ｉ４）＝（２０，２０，
２０，２０），λ∈［０．００２，０．０５］．图２比较了（Ｊ１，Ｊ２，Ｊ３，Ｊ４）＝
（２，２，２，２）、噪声稀疏度为０．０５时ＭＲＰＣＡ和ＲＰＣＡ的低
秩逼近误差，可以看出：ＭＲＰＣＡ的低秩逼近误差明显优
于ＲＰＣＡ；通过选取适当的λ，ＭＲＰＣＡ能精确恢复低秩

成分，而 ＲＰＣＡ却不能．设计噪声稀疏度为 ０．０５、０．１、
０．１５和低秩为（２，２，２，２）、（４，４，４，４）的６组实验，其中λ
依据ＭＲＰＣＡ的最优值选取，精确恢复百分比表示在２０
次实验中能精确恢复低秩成分的比例，实验结果如表２
所示．
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表２ ＲＰＣＡ和ＭＲＰＣＡ在４阶张量上的实验结果

（Ｊ１，Ｊ２，

Ｊ３，Ｊ４）
噪声稀

疏度
逆信噪比 λ

ＲＰＣＡ ＭＲＰＣＡ

低秩逼近误差 精确恢复百分比（％） 低秩逼近误差 精确恢复百分比（％）

（２，２，２，２） ０．０５ １７．２２ ０．０３８ ０．０６０５ ０ ３．９３ｅ８ １００
（２，２，２，２） ０．１０ ２８．２３ ０．０３ ０．２４４０ ０ ５．９９ｅ３ ７０
（２，２，２，２） ０．１５ ３０．５２ ０．０２４ ０．２５８０ ０ ０．０４５８ １５
（４，４，４，４） ０．０５ ４．４８ ０．０３４ ０．０７２８ ０ ６．１８ｅ３ ７０
（４，４，４，４） ０．１０ ５．６３ ０．０２４ ０．１１９３ ０ ０．０５８２ ０
（４，４，４，４） ０．１５ ７．５８ ０．０２ ０．２０７２ ０ ０．１５５０ ０

由表２可知稀疏噪声也比较大．通过比较 ＲＰＣＡ和
ＭＲＰＣＡ的实验结果，可得出如下结论：ＭＲＰＣＡ的低秩逼
近性能均优于ＲＰＣＡ，在前４组实验中，前者的低秩逼近
误差比后者低１～６个数量级；ＲＰＣＡ的精确恢复百分比
均为０，而ＭＲＰＣＡ在前４组实验中的精确恢复百分比介
于１５％～１００％．对于 ＭＲＰＣＡ，后 ２组实验未能精确恢
复，这可能是由大的逆信噪比、噪声稀疏度、张量阶数和

秩共同导致．通过对比表１和表２的实验结果，可知ＭＲ
ＰＣＡ在低秩逼近误差和λ的选取上有非常大的优势，这
是因为它充分考虑了数据集本身的多线性结构．
４２ 图像数据集

在图像数据集或视频中，由于各幅图像之间的关

联性，可将它视为低秩模型．考虑 Ｉ１×Ｉ２维的灰度图像
情形，Ｉ３幅图像构成的集合可表示 Ｉ１×Ｉ２×Ｉ３维的３阶
张量．在 ＲＰＣＡ和 ＭＲＰＣＡ模型中，选取相同的折中因

子：λ＝１／ ｍａｘ（Ｉ１Ｉ２，Ｉ３槡 ）．
先考虑由低秩图像与稀疏图像生成的混合图像，

如图３所示．混合图像的分辨率为２５６×２５６，将它复制
５０次，并分别对每次复制的图像添加密度为０．１的椒
盐噪声，于是得到２５６×２５６×５０的含稀疏噪声的 ３阶

张量 Ｄ．为了恢复 Ｄ的低秩成分和稀疏成分，对 Ｄ分
别执行ＲＰＣＡ和 ＭＲＰＣＡ算法，部分实验结果如图 ４所
示，其中在ＭＲＰＣＡ中取α＝（１，１，１）／３．

通过观察图 ４可以看出：ＲＰＣＡ只恢复了部分噪
声，未能正确地恢复低秩成分，而 ＭＲＰＣＡ在近乎完美
地恢复低秩成分的同时，也成功分离出稀疏噪声．为了
恢复不同类型的稀疏噪声，可以执行两次 ＭＲＰＣＡ．在第
一次ＭＲＰＣＡ中，按模式３恢复低秩成分和稀疏噪声，即
取α＝（０，０，１）；在第二次 ＭＲＰＣＡ中，对第一次所得的
低秩成分再按模式１进行低秩恢复，即取α＝（１，０，０），
部分实验结果如图５所示．从图５的结果可以看出所提
方法成功地恢复了低秩成分和在模式３、模式１上的稀
疏噪声．

再在Ｌｏｂｂｙ视频数据集上进行实验．选取该视频的
前２００帧灰度图像，每帧图像的分辨率为１２８×１６０，因此
数据集可构成１２８×１６０×２００的３阶张量 Ｄ．首先分析
ＭＲＰＣＡ的权重因子α的选取对视频背景建模结果的影
响．考虑α＝（１，０，０）、（０，１，０）、（０，０，１）和（１，１，１）／３四种

情形，部分实验结果如图６所示，其中第三种情形实际
上对应于ＲＰＣＡ．

在图６中，第一行表示低秩图像，第二行表示稀疏
图像，图６（ａ）、（ｂ）和（ｃ）分别只考虑了张量数据在单
个模式上的低秩恢复，（ｄ）可视作前三种方式的平均．
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由Ｌｏｂｂｙ视频建模结果可知：图６（ａ）或（ｂ）中低秩图像
淡化了原始图像中的亮斑，将部分亮斑作为稀疏成分

的一部分；（ｃ）中的低秩图像充分保持了亮斑；（ｄ）是前

三种结果的折中，即在一定程度上抑制亮斑，同时还较

好地恢复了稀疏成分．

对于前述视频数据集，设计第二组实验，即考虑图

像存在丢失数据情形．对于每幅图像，按照相同的模式
ＰΩ选取图像的部分元素．对于 Ｉ１×Ｉ２维矩阵 Ｘ和指标
集Ω｛１，２，…，Ｉ１｝×｛１，２，…，Ｉ２｝，定义投影算子 ＰΩ：

当（ｉ，ｊ）∈Ω时，ＰΩ（Ｘｉｊ）＝Ｘｉｊ；否则 ＰΩ（Ｘｉｊ）＝０．记Ω
的元素个数为ｐ，在执行 ＲＰＣＡ和 ＭＲＰＣＡ算法时，丢失
元素用２５５替代．在ＭＲＰＣＡ中取α＝（１，１，１）／３，图７列
出了 ｐ／（Ｉ１Ｉ２）＝０．１时部分 Ｌｏｂｂｙ视频背景建模结果．

由于丢失元素的值用２５５代替，所以这些元素往往
对应着稀疏噪声．在图７中，将图７（ｃ）和（ｅ）分别与（ｂ）
作比较，可以看出 ＭＲＰＣＡ较好地恢复了低秩成分，而
ＲＰＣＡ几乎对丢失元素没有任何恢复；将图７（ｄ）和（ｆ）
作比较，发现（ｄ）没有将丢失元素对应的稀疏噪声分离

出来，而（ｆ）却较好地把丢失元素对应位置的噪声进行
恢复．若依次在模式３和模式１上执行 ＭＲＰＣＡ，则可将
（ｆ）中的稀疏图像进一步分解为两稀疏图像之和．综
上，ＭＲＰＣＡ在恢复低秩成分与稀疏噪声方面性能优于
ＲＰＣＡ．
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５ 结论

本文提出了多线性鲁棒主成分分析模型，基于增

广拉格朗日乘子法给出了迭代算法．与鲁棒主成分分
析相比，多线性鲁棒主成分分析充分考虑了数据集的

空时结构，能更有效地恢复低秩成分和稀疏成分．对多
线性鲁棒主成分分析算法及应用的研究仍需值得进一

步研究．此外，在多线性鲁棒主成分分析中考虑含丢失
元素情形（即张量补全问题）也将是今后研究的一个方

向．

参考文献

［１］ＷｒｉｇｈｔＪ，ＧａｎｅｓｈＡ，ＲａｏＳ，ｅｔａｌ．Ｒｏｂｕｓｔｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔ
ａｎａｌｙｓｉｓ：ｅｘａｃｔｒｅｃｏｖｅｒｙｏｆｃｏｒｒｕｐｔｅｄｌｏｗｒａｎｋｍａｔｒｉｃｅｓｖｉａｃｏｎ
ｖｅｘｏｐｔｉｍｉｚａｔｉｏｎ［Ａ］．ＰｒｏｃＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓ
ｔｅｍｓ［Ｃ］．ＢｒｉｔｉｓｈＣｏｌｕｍｂｉａ，Ｃａｎａｄａ，２００９．２０８０－２０８８．

［２］ＣａｎｄèｓＥＪ，ＬｉＸ，ＭａＹ，ｅｔａｌ．Ｒｏｂｕｓｔｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔ
ａｎａｌｙｓｉｓ？［Ｊ］．ＪｏｕｒｎａｌｏｆｔｈｅＡＣＭ，２０１１，５８（３）：１－３７．

［３］ＲｅｃｈｔＢ，ＦａｚｅｌＭ，ＰａｒｒｉｌｏＰＡ．Ｇｕａｒａｎｔｅｅｄｍｉｎｉｍｕｍｒａｎｋｓｏｌｕ
ｔｉｏｎｓｏｆｌｉｎｅａｒｍａｔｒｉｘｅｑｕａｔｉｏｎｓｖｉａｎｕｃｌｅａｒｎｏｒｍｍｉｎｉｍｉｚａｔｉｏｎ
［Ｊ］．ＳＩＡＭＲｅｖｉｅｗ，２０１０，５２（３）：４７１－５０１．

［４］ＣａｉＪＦ，ＣａｎｄèｓＥＪ，ＳｈｅｎＺＷ．Ａｓｉｎｇｕｌａｒｖａｌｕｅｔｈｒｅｓｈｏｌｄｉｎｇ
ａｌｇｏｒｉｔｈｍｆｏｒｍａｔｒｉｘｃｏｍｐｌｅｔｉｏｎ［Ｊ］．ＳＩＡＭ ＪｏｕｒｎａｌｏｎＯｐｔｉ
ｍｉｚａｔｉｏｎ，２０１０，２０（４）：１９５６－１９８２．

［５］ＴｏｈＫＣ，ＹｕｎＳ．Ａｎａｃｃｅｌｅｒａｔｅｄｐｒｏｘｉｍａｌｇｒａｄｉｅｎｔａｌｇｏｒｉｔｈｍ
ｆｏｒｎｕｃｌｅａｒｎｏｒｍｒｅｇｕｌａｒｉｚｅｄｌｅａｓｔｓｑｕａｒｅｓｐｒｏｂｌｅｍｓ［Ｊ］．Ｐａｃｉｆｉｃ
ＪｏｕｒｎａｌｏｆＯｐｔｉｍｉｚａｔｉｏｎ，２０１０，６（３）：６１５－６４０．

［６］ＬｉｎＺＣ，ＣｈｅｎＭ，ＷｕＬ，ｅｔａｌ．ＴｈｅａｕｇｍｅｎｔｅｄＬａｇｒａｎｇｅｍｕｌｔｉ
ｐｌｉｅｒｍｅｔｈｏｄｆｏｒｅｘａｃｔｒｅｃｏｖｅｒｙｏｆｃｏｒｒｕｐｔｅｄｌｏｗｒａｎｋｍａｔｒｉｃｅｓ
［Ｒ］．ＴｅｃｈｎｉｃａｌＲｅｐｏｒｔＵＩＬＵＥＮＧ０９２２１５，ＵＩＵＣ，Ｏｃｔｏｂｅｒ，
２００９．

［７］ＹｕａｎＸ，ＹａｎｇＪ．Ｓｐａｒｓｅａｎｄｌｏｗｒａｎｋｍａｔｒｉｘｄｅｃｏｍｐｏｓｉｔｉｏｎｖｉａ
ａｌｔｅｒｎａｔｉｎｇｄｉｒｅｃｔｉｏｎｍｅｔｈｏｄｓ［Ｒ］．ＤｅｐｔｏｆＭａｔｈｅｍａｔｉｃｓ，Ｈｏｎｇ
ＫｏｎｇＢａｐｔｉｓｔＵｎｉｖｅｒｓｉｔｙ，２００９．

［８］ＸｕＨ，ＣａｒａｍａｎｉｓＣ，ＳａｎｇｈａｖｉＳ．ＲｏｂｕｓｔＰＣＡｖｉａｏｕｔｌｉｅｒｐｕｒｓｕｉｔ
［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＩｎｆｏｒｍａｔｉｏｎＴｈｅｏｒｙ，２０１２，５８（５）：
３０４７－３０６４．

［９］ＴａｎｇＧＧ，ＮｅｈｏｒａｉＡ．Ｔｈｅｓｔａｂｉｌｉｔｙｏｆｌｏｗｒａｎｋｍａｔｒｉｘｒｅｃｏｎ
ｓｔｒｕｃｔｉｏｎ：ａｃｏｎｓｔｒａｉｎｅｄｓｉｎｇｕｌａｒｖａｌｕｅｖｉｅｗ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃ
ｔｉｏｎｓｏｎＩｎｆｏｒｍａｔｉｏｎＴｈｅｏｒｙ，２０１２，５８（９）：６０７９－６０９２．

［１０］ＬｉｕＧＣ，ＬｉｎＺＣ，ＹａｎＳＣ，ｅｔａｌ．Ｒｏｂｕｓｔｒｅｃｏｖｅｒｙｏｆｓｕｂ
ｓｐａｃｅｓｔｒｕｃｔｕｒｅｓｂｙｌｏｗｒａｎｋｒｅｐｒｅｓｅｎｔａｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃ
ｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０１３，３５
（１）：１７１－１８４．

［１１］胡正平，李静．基于低秩子空间恢复的联合稀疏表示人
脸识别算法［Ｊ］．电子学报，２０１３，４１（５）：９８７－９９１．
ＨｕＺｈｅｎｇｐｉｎｇ，ＬｉＪｉｎｇ．Ｆａｃｅｒｅｃｏｇｎｉｔｉｏｎｏｆｊｏｉｎｔｓｐａｒｓｅｒｅｐｒｅ
ｓｅｎｔａｔｉｏｎｂａｓｅｄｏｎｌｏｗｒａｎｋｓｕｂｓｐａｃｅｒｅｃｏｖｅｒｙ［Ｊ］．ＡｃｔａＥｌｅｃ

ｔｒｏｎｉｃａＳｉｎｉｃａ，２０１３，４１（５）：９８７－９９１．（ｉｎＣｈｉｎｅｓｅ）
［１２］ＹａｎＳＣ，ＸｕＤ，ＹａｎｇＱ，ｅｔａｌ．Ｍｕｌｔｉｌｉｎｅａｒｄｉｓｃｒｉｍｉｎａｎｔａｎａｌｙ

ｓｉｓｆｏｒｆａｃｅｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＩｍａｇｅＰｒｏ
ｃｅｓｓｉｎｇ，２００７，１６（１）：２１２－２２０．

［１３］ＳｈｉＪＲ，ＪｉａｏＬＣ，ＳｈａｎｇＦＨ．Ｍｅｔｒｉｃｌｅａｒｎｉｎｇｆｏｒｈｉｇｈｄｉｍｅｎ
ｓｉｏｎａｌｔｅｎｓｏｒｄａｔａ［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆＥｌｅｃｔｒｏｎｉｃｓ，２０１１，２０
（３）：４９５－４９８．

［１４］ＫｏｌｄａＴＧ，ＢａｄｅｒＢＷ．Ｔｅｎｓｏｒｄｅｃｏｍｐｏｓｉｔｉｏｎｓａｎｄａｐｐｌｉｃａ
ｔｉｏｎｓ［Ｊ］．ＳＩＡＭＲｅｖｉｅｗ，２００９，５１（３）：４５５－５００．

［１５］ＬｕＨ，ＰｌａｔａｎｉｏｔｉｓＫＮ，ＶｅｎｅｔｓａｎｏｐｏｕｌｏｓＡＮ．ＭＰＣＡ：ｍｕｌｔｉ
ｌｉｎｅａｒｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓｏｆｔｅｎｓｏｒｏｂｊｅｃｔｓ［Ｊ］．ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＮｅｕｒａｌＮｅｔｗｏｒｋｓ，２００８，１９（１）：１８－３９．

［１６］温静，李洁，高新波．基于增量张量子空间学习的自适应
目标跟踪［Ｊ］．电子学报，２００９，３７（７）：１６１８－１６２３．
ＷｅｎＪｉｎｇ，ＬｉＪｉｅ，ＧａｏＸｉｎｂｏ．Ａｄａｐｔｉｖｅｏｂｊｅｃｔｔｒａｃｋｉｎｇｗｉｔｈｉｎ
ｃｒｅｍｅｎｔａｌｔｅｎｓｏｒｓｕｂｓｐａｃｅｌｅａｒｎｉｎｇ［Ｊ］．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉ
ｃａ，２００９，３７（７）：１６１８－１６２３．（ｉｎＣｈｉｎｅｓｅ）

［１７］史加荣，焦李成，尚凡华．张量补全算法及其在人脸识别
中的应用［Ｊ］．模式识别与人工智能，２０１１，２４（２）：２５５－
２６１．
ＳｈｉＪｉａｒｏｎｇ，ＪｉａｏＬｉｃｈｅｎｇ，ＳｈａｎｇＦａｎｈｕａ．Ｔｅｎｓｏｒｃｏｍｐｌｅｔｉｏｎ
ａｌｇｏｒｉｔｈｍａｎｄｉｔｓａｐｐｌｉｃａｔｉｏｎｓｉｎｆａｃｅｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］．Ｐａｔｔｅｒｎ
ＲｅｃｏｇｎｉｔｉｏｎａｎｄＡｒｔｉｆｉｃａｌＩｎｔｅｌｌｉｇｅｎｃｅ，２０１１，２４（２）：２５５－
２６１．（ｉｎＣｈｉｎｅｓｅ）

［１８］ＬｉｕＪ，ＭｕｓｉａｌｓｋｉＰ，ＷｏｎｋａＰ，ｅｔａｌ．Ｔｅｎｓｏｒｃｏｍｐｌｅｔｉｏｎｆｏｒｅｓｔｉ
ｍａｔｉｎｇｍｉｓｓｉｎｇｖａｌｕｅｓｉｎｖｉｓｕａｌｄａｔａ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ
ＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０１３，３５（１）：２０８
－２２０．

［１９］史加荣，郑秀云，魏宗田，等．低秩矩阵恢复算法综述
［Ｊ］．计算机应用研究，２０１３，３０（６）：１６０１－１６０５．
ＳｈｉＪｉａｒｏｎｇ，ＺｈｅｎｇＸｉｕｙｕｎ，ＷｅｉＺｏｎｇｔｉａｎ，ｅｔａｌ．Ｓｕｒｖｅｙｏｎａｌ
ｇｏｒｉｔｈｍｓｏｆｌｏｗｒａｎｋｍａｔｒｉｘｒｅｃｏｖｅｒｙ［Ｊ］．ＡｐｐｌｉｃａｔｉｏｎＲｅ
ｓｅａｒｃｈｏｆＣｏｍｐｕｔｅｒｓ，２０１３，３０（６）：１６０１－１６０５．（ｉｎＣｈｉｎｅｓｅ）

作者简介

史加荣 男，１９７９年生于山东东阿，２０１２年
于西安电子科技大学获得智能信息处理专业博

士学位，现为西安建筑科技大学理学院副教授，

主要研究方向为机器学习与模式识别．
Ｅｍａｉｌ：ｓｈｉｊｉａｒｏｎｇ＠ｘａｕａｔ．ｅｄｕ．ｃｎ

周水生 男，１９７２年３月生于陕西洛南县，２００５年于西安电子科
技大学获得计算机科学与技术专业博士学位，现为西安电子科技大

学数学与统计学院教授，博士导师，目前研究方向为最优化理论、算

法及其在模式识别、机器学习中的应用．
Ｅｍａｉｌ：ｓｓｚｈｏｕ＠ｍａｉｌ．ｘｉｄｉａｎ．ｅｄｕ．ｃｎ

６８４１ 电 子 学 报 ２０１４年


